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В связи с процессом финансовой глобализации, заключающемся в усилении взаимосвязей между фондовыми рынками разных стран и регионов, растёт потребность в данных, появляющихся в короткие промежутки времени. Такие данные принято называть высокочастотными временными рядами. Некоторые исследователи рассматривают высокочастотные данные как частный случай внутридневных данных [7]. Обработка таких данных осуществляется с помощью компьютеров, характеризующихся высокой скоростью работы и обладающих большими вычислительными мощностями. Уже сейчас значение высокочастотных данных на фондовых рынках велико: на Московской бирже доля высокочастотных сделок составляет 40% от общего количества, а на Нью-Йоркской фондовой бирже, являющейся крупнейшей в мире по объёму торгов, порядка 70% сделок осуществляется автоматическими системами в режиме высокочастотной торговли [1,2]. С учётом ускорения процессов появления и обмена информацией потребность в подобных данных будет только возрастать. Это подчёркивает актуальность исследований в данной области.
Существуют 2 основные характеристики финансовых активов (в т.ч. и на высокочастотных данных), которые принимаются во внимание в процессе принятия финансово – инвестиционных решений – это наблюдаемая доходность и волатильность [6]. Волатильность показывает степень изменчивости доходности во времени. Если возвести доходности в квадрат (т.е. использовать квадрат доходности как «прокси» - меру для волатильности, т.к. сама по себе волатильность не наблюдаема) и построить автокорреляционную функцию с несколькими десятками лагов, то можно будет увидеть, что эта функция не будет резко убывающей. Такой вид функции свидетельствует о наличии временной предсказуемости в волатильности. Это явление было открыто и описано Р. Энглом в 1982 г. и получило название «условная гетероскедастичность» [5]. Р. Энглом была также разработана одна из первых моделей прогнозирования волатильности – ARCH – модель. Позднее Т. Боллерслевом была предложена обобщённая версия ARCH – модели, получившая название «GARCH – модель» [3]. Именно GARCH (1,1) – модель стала основополагающей в прогнозировании волатильности.
С течением времени появлялись разновидности GARCH – модели, которые учитывали различные предпосылки и особенности доходностей на фондовых рынках, отсутствовавшие в GARCH (1,1). В последнее время всё чаще в прогнозировании волатильности используются методы искусственного интеллекта: нейронные сети, методы машинного обучения и т.д. Их основными преимуществами перед традиционными моделями являются способность изменять свои параметры, подстраиваясь под входные данные (способность к обучению), а также способность увеличивать точность прогноза при увеличении объёма выборки [4]. 
В рамках данной работы было проведено исследование применимости моделей прогнозирования волатильности на высокочастотных данных российского фондового рынка. Целью исследования было сравнить модели прогнозирования волатильности на высокочастотных данных между собой и определить наиболее эффективные из них. 
В качестве источника данных были взяты высокочастотные данные по доходностям крупнейших российских эмитентов. Они включали в себя компании из нефтегазового сектора («Газпром», «Лукойл», Роснефть»), финансового сектора («Сбербанк», «ВТБ»), сферы IT («Яндекс») и ряда других секторов экономики. Длина ряда по каждой компании составила порядка 2000 значений.
Для моделирования волатильности высокочастотных доходностей российских эмитентов использовались как традиционные, так и новые модели, связанные с применением технологий искусственного интеллекта. Ряд данных по каждой компании был разбит на обучающую и экзаменующую выборки в соотношении примерно 2:1. На обучающей выборке производилась оценка параметров модели, а на экзаменующей выборке проводилось тестирование параметризованной модели. В качестве меры ошибки была выбрана средняя относительная ошибке аппроксимации (MSE – mean squared error).
По результатам оценки и применения моделей к выбранным данным было выявлено, что более сложные модели, представляющие собой расширения модели GARCH (1,1), дают более точные результаты. Это выражалось в меньшей по величине относительной ошибке аппроксимации. При этом стандартная GARCH (1,1) – модель не всегда существенно уступала более сложным моделям в точности прогнозирования. Модели, основанные на технологиях искусственного интеллекта, также дали достаточно высокие по точности результаты. После проверки моделей на экзаменующей выборке были отобраны наиболее точные модели, по которым был осуществлён прогноз на определённый промежуток времени вперёд (за пределы имеющейся выборки).
Таким образом, по результатам исследования были отобраны модели, наиболее приемлемые для прогнозирования высокочастотных данных на российском фондовом рынке. В отобранных моделях были учтены особенности высокочастотных финансовых временных рядов. В отобранных моделях были учтены особенности высокочастотных финансовых временных рядов. Были определены преимущества таких моделей над другими, а также обосновано их использование на высокочастотных данных. В заключении был сделан вывод о направлении дальнейшего развития подобных моделей и их использования для принятия торговых решений на фондовом рынке.
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